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Sissejuhatus

Tdenaoliselt kdige olulisem poliitikavahend, mida riiklikud t6dinspektsioonid kasutavad, tagamaks,
et ettevdtted rakendavad vajalikke meetmeid té6tervishoiu ja td6ohutuse eeskirjade jargimiseks,
on kontrollid. Ent kontrollide m6ju s6ltub mitmest eri tegurist. Uks pdhitegur on kontrollitavate
ettevdtete vOi tookohtade valimise protsess. P8himdtteliselt on valimiseks véahemalt kolm eri
lahenemisviisi. Esimese lahenemisviisi korral inspekteeritakse kdiki ettevdtteid soéltumata
vBimalikust riskist, ettevdtte suurusest, tegevusvaldkonnast v8i muudest kriteeriumidest. Teise
lahenemisviisi korral valitakse ettevétted juhusliku valimi p8hjal ning igal ettevéttel on séltumata
omadustest vdrdne vdimalus osutuda valituks. Mis puutub ennetavat ja majanduslikku méju,
peetakse mdlemat meetodit tavaliselt ebatBhusaks (Blanc, 2013). Seega valib enamik
toéoinspektsioone kontrollitavaid ettev6tteid ja téokohad kolmanda ehk riskipBhise [Ahenemisviisi
alusel. Luhidalt 6eldes hdlmab riskipdhine [&Ahenemisviis inspekteerimisobjektide valimist
riskitaseme alusel.

Ehkki riskipdhine lahenemisviis on enamiku nildisaegsete todinspektsioonide jaoks oluline
pdhimdte, esineb selle praktikas rakendamisel olulisi probleeme. Seda peamiselt seeparast, et
puuduvad piisavalt tapsed riskianalliiisi meetodid (Mischke et al., 2013). Riskip8hist prioriseerimist
vOimaldavate sobivate meetodite puudumisel tekib risk, et riskipdhine lAhenemisviis muutub
valitsuse poliitikaavalduseks ilma tegelike praktiliste tulemusteta. Seepéarast on vaja valja to6tada
meetodid, mis vBimaldavad vélja valida suure riskiga ettevotteid (Weil, 2008).

Enamik todinspektsioone kogub ja sailitab suures koguses andmeid kontrollitavate ettevotete ja
jarelevalvetegevuse kohta. Seega on inspektsioonide valduses potentsiaalselt suured ja kiiresti
kasvavad andmemahud, millele viidatakse tédnapdeval terminiga ,suurandmed”. Suurandmeid
koos masindppe tehnoloogiaga kasutatakse iiha enam prognoosimisel, uurides andmete varjatud
arengusuundumusi. Suurandmete ja masinGppe meetodite vaértust prognooside tegemisel
testitakse vaga erinevates valdkondades, nagu vahktéve prognoos ja patsientide ravitulemused,
pankroti prognoosimine, naftahinna prognoosimine, maksupettuste avastamine, kuritegevuse
prognoosimine ja aktsiaturu prognoosid. Selles dokumendis késitletav pdhikisimus on, kas
suurandmete ja masindppe tehnoloogia kasutamine suure riskiga inspekteerimisobjektide valikuks
vOiks olla tooinspektsioonide jaoks paljutdotav véimalus.

Riskipdhine valimine

Majanduskoosttd ja Arengu Organisatsiooni kavandatud 6Oiguspoliitika parimate tavade
pdhimdtete kohaselt (OECD, 2014) peaks tooinspektsioonide inspekteerimisobjektide valik
pdhinema riskianallilisil ja -hindamisel. See tdhendab, et ettevétted tuleks kontrollimiseks valida,
hinnates selliste riskitegurite nagu ©Onnetused, kahjulik kokkupuude ja ebaseaduslikud
tootingimused tbendosust ja tagajargi. Riskipdhise valimise alus on teadvustamine, et piiratud
inspekteerimisvahendite tdttu ei ole v@imalik kontrollida kd&iki riskivaldkondi ja -objekte.
Todinspektsioonide tédohutuse ja tbotervishoiu jarelevalve kontekstis tdhendab see, et ménda
probleemset valdkonda tuleb vdrreldes teistega olulisemaks seada. Lisaks tuleb mdne ettevotte
inspekteerimist prioriseerida teistega vorreldes.
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Riskipdhise valiku p6himdéte ei ole uus. Ligi 50 aastat tagasi hinnati Robensi komitee poolt labi
viidud Uhendkuningriigi té6ohutuse ja -tervishoiu jarelevalvesiisteemi analiiiisile tuginedes
riskipdhist lahenemisviisi (koos eneseregulatsiooniga) kui ideaalset p&himdtet jarelevalve
ajakohastamiseks (Robens, 1972). Vahendite kulutdhusa kasutamise tagamiseks soovitati
Robensi aruandes jarelevalveasutusel keskendada oma vahendid valikuliselt kdige tBsisematele
probleemsetele valdkondadele ning prioriseerida ettevétted ja probleemid, mis tuvastati kdigi
tooohutuse- ja tootervishoiuandmete, naiteks OGnnetuste statistika, tehniline teave ja
toéoinspektsioonide kohalikud teadmised, siistemaatilisel analuisil.

Tooinspektsioonid rahvusvahelisel tasandil ja ELi likmesriikides on Robensi aruandes esitatud
soovitused laialdaselt kasutusele vdtnud. Riskip8hise lahenemisviisi levik tdhendab, et enamik
niddisaegseid todinspektsioone pooldab ideed vahendada tédhelepanu vaikse riskiga objektidele
ja suunata rohkem vahendeid suurima riskiga objektide kontrollile. Et see oleks vdimalik, on vaja
mingit tuupi andmeanallusi. Suure riskiga valdkondade ja riskiga kokkupuutuvate tootajate
rihmade tuvastamise analuusimeetodid on hasti valja tootatud. Sellised riskip8hised anallisid
pdhinevad tavaliselt riiklikul statistikal seoses naiteks kutsehaiguste, té6dnnetuste ja ohuteguritega
kokkupuutega totkeskkonnas. Anallisid on jarelevalvekampaaniate, strateegiakavade ning
riiklike ja isegi rahvusvaheliste prioriteetsete valdkondade paikapanemise aluseks.

Palju vahem kui laialdased riskipbhised meetodid on levinud meetodid, mis v6imaldavad
prioriteetsete ettevbtete véljavalimist valdkonnasiselt. Todinspektsioonide seas on levinud
riskiettevitete valimisel tuginemine inspektorite kohalikele teadmistele. Mo&nede riikide
tooinspektsioonid, naiteks Taanis ja Rootsis, on uurinud aditivse skaala pohiste
riskijarjestussusteemide kasutatavust. Aditivse skaala alusel saab iga ettevéte riskihinde, mis
pdhineb ettevétte mitmel omadusel (nt suurus, tegevusvaldkond ja registreeritud énnetuste arv),
mis liidetakse liithinde saamiseks, ning kbrgeima liithindega ettevdtete kontrollimine seatakse
prioriteediks. Sellise aditivse skaala kasutamise probleem on, et sel on suhteliselt vaike
prognostiline valiidsus, st hinde alusel ei ole eriti vbimalik eristada suure riskiga ettevotteid vaikse
riskiga ettevGtetest.

Suurandmed ja masindpe

Kdiki ettevtteid hdlmav prioriseerimise protsess on vdrreldav néela leidmisega heinakuhjast. See
heinakuhi koosneb potentsiaalselt sadadest tuhandetest vdimalikest inspekteerimisobjektidest,
kuid Uksnes teatud arv neist objektidest on ndelad, st neil esineb lubamatu riskitase. Noelte
leidmine heinakuhjast on suures osas see, mida suurandmed ja masindpe teevad.

Masindppe algoritmide peamine eesmark on leida statistiline mudel, mida saab kasutada
prognooside, klassifikatsioonide, hinnangute vdi sarnaste Ulesannete jaoks. Naiteks vahkt6ve
prognoosimise valdkonnas on teadlased juba rohkem kui kolm aastakiimmet rakendanud
masinBppe algoritme vahile vastuvdtlikkuse, vahi taastekke ja vahipatsientide elulemuse
prognoosimiseks. Temaatiliselt on vahktdve prognoosimine kaugel kontrollitavate ettevdtete
riskipBhisest valimisest. Mdlemad on siiski prognoosimisprobleemide ehk piltlikult 6eldes nbela
heinakuhjast otsimise probleemide naited.

Kaks masindppe algoritmide pdhitlitipi on juhendatud dpe ja juhendamata dpe. Juhendatud 6ppe
korral koosneb algoritm séltuvast muutujast (nt riskitase), mida tuleb prognoosida sdltumatute
muutujate kogumi pdhjal. Tapsed prognoosid eeldavad loomulikult suurt korrelatsiooni sdltumatute
muutujate ja s6ltuva muutuja vahel. Juhendamata dppe korral ei ole prognoosimiseks soltuvat
muutujat, vaid algoritmi eesmark on jaotada andmed riihmadesse (nterinevad riskirihmad)
sarnasuse alusel. Vastupidi aditiivsetele skaaladele, nagu need, mida kasutasid Rootsi ja Taani
toéoinspektsioonid, parandavad masindppe algoritmid peamiselt katse-eksituse meetodil jark-
jargult oma prognoose. See tdhendab, et masin 6pib varasemate dnnestumiste (diged prognoosid)
ja vigade (vaarad prognoosid) p&hjal ning proovib neid teadmisi rakendada, et muuta prognoosid
saadud tagasiside pdhjal tipsemaks.

http://osha.europa.eu



S R —————————————
Suurandmete ja masindppe tulevane roll téoohutuse ja tddtervishoiu inspektsioonide

European Agency for Safety and Health at Work ~ )
tdhustamisel

Suurandmete ja masindppe kasutamine kontrollitavate
ettevotete ja tobkohtade valimisel

Juhendatud ja juhendamata dppe algoritmid vajavad piisavat kogust vaatluseid ja muutujaid, mida
tavaliselt nimetatakse tunnusteks. Nagu eespool margitud, kogub ja séilitab enamik
tooinspektsioone vaga palju andmeid kontrollitavate ettevftete ja -jarelevalvetegevuste kohta.
Kéattesaadavad andmed on tavaliselt seotud ettevdttele omaste tunnustega, naiteks tdétajate arv,
ettevdtte vanus, tegevusvaldkond, varasemate kontrollide arv, varasemate kontrollide tulemused
jateated dnnetuste kohta. Lisaks suureneb andmekogus uute inspekteerimistulemuste lisamisega
iga paev. Pdhimétteliselt peaks seega suure riskiga ettevétete valimine suurandmete abil vahemalt
esmapilgul sobima hésti masindppe algoritmidega. Sellegipoolest on seda véhe katsetatud. Mdned
markimisvaarsed erandid on siiski olemas ning illustreerivad asjaolu, et suurandmed ja masindpe
vlivad olla vaga olulised to6inspektsioonide jaoks, et lahendada suure riskiga ettevotete valimise
probleemi.

Esimene naide on teadusuuring, milles vaadeldi masindppe metoodikate sobivust td6dnnetuste,
konkreetsemalt samal tasapinnal libastumise prognoosimiseks (Matias et al., 2008). Vaatamata
suhteliselt tapsetele prognoosidele on selle uuringu puudus, et algoritmides sisalduvad tunnused
ei ole seda tuupi andmed, mis on tédinspektsioonidel tavaliselt olemas (nt isikukaitsevahendite
kasutamine ja ruumide koristamise rutiinid). Lisaks on samal tasapinnal libastumise juhtumid
Uksnes vaike osa téokoha riskidest, mida to6inspektsioonid kasitlevad.

Teine naide on samuti teadusuuring (Hajakbari ja Minaei-Bidgoli, 2014). Selles uuringus tdotati
valja téddnnetuste riski prognoosimise punktisiisteem. Uuringus jouti jareldusele, et eri tldpi
téodnnetuste riski on v8imalik ettevétte mdne Uldtunnuse (ettevétte pdhitegevus, sooline jaotus,
tootajate arv jne) pohjal suhteliselt tapselt prognoosida. Lisaks jareldati uuringus, et algoritmi saab
kasutada nende to6kohtade tuvastamiseks, kus on vaja teha perioodilisi tervise- ja ohutuskontrolle.
Selles uuringus kasutati andmeid t6dinspektsiooni andmebaasist. Uuringu puudus on siiski, et
téodnnetused on ainult Uks paljudest todkoha riskidest, millega tdédinspektsioonid tegelevad.
Lisaks on vigastuste statistikale tuginemisel probleemiks, et té66nnetused vdivad sageli jaada
registreerimata.

Kolmas néide on Norra tooinspektsiooni (NLIA) vélja tootatud tobvahend inspektorite abistamiseks
ettevdtete valimisel seoses riskidega (Dahl et al., 2018). Téévahend, mida nimetatakse riskirihma
prognoosimise vahendiks (Risk Group Prediction Tool, RGPT), jaotab ettevftted prognoositava
riski alusel nelja rihma: vaikseima riskiga, vaikse riskiga, suure riskiga ja suurima riskiga
ettevdtted. Mida suurema riskiga on asjaomase ettevotte riskirihm, seda suurem on téendosus,
et selle ettevdtte tulevase kontrolli kéigus tuvastatakse tdsiseid kérvalekaldeid tédohutuse- ja
tervishoiueeskirjadest. Rihm, kuhu ettevote on mééaratud, on nadhtav inspektoritele NLIA
siseveebipbhise kasutajaliidese kaudu. Seega teavad inspektorid ettevbtete valimisel
kontrollimiseks ettevdtete riskirlhmi ja saavad teha riskiteabel p&hinevaid valikuid.

RGPT todtati valja prognoosiva modelleerimise pdhjal masindppe algoritmi abil, kasutades nn
binaarset logistilist regressioonianalliisi. Regressioonimudeli p&hjal jagatakse k&ik Norra
ettevdtted (ligikaudu 230 000) Uhte neljast riskirihmast. Seda tehakse kahes etapis. Esimeses
etapis prognoositakse regressioonimudeliga tdendosust, et tulevane kontroll tuvastab tdsised
korvalekalded todohutus- ja -tervishoiueeskirjadest. Teises etapis kasutab mudel prognoositud
tdendosusvaartust, et maarata ettevotte riskirihma.

Algselt tootati see tédvahend valja ligikaudu 35 000 NLIA tehtud t6dohutuse ja téétervishoiu
kontrolli registrikande p6hjal. Samas muutuvad vahendi tehtud prognoosid kontrollide arvu
suurendes jark-jargult ja automaatselt tapsemaks. See tahendab, et algoritm kohandab ennast
tagasiside pohjal (diged vdi vaarad prognoosid), mis ta saab, kui toimuvad uued kontrollid ja need
registreeritakse NLIA andmebaasis.
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RGPT kuulub juhendatud &ppe algoritmide kategooriasse, kus t8siseid kdrvalekaldeid t6ohutus-
ja -tervishoiueeskirjadest (s6ltuv muutuja) prognoositakse ettevdtte omaduste (tunnused) kogumi
alusel. RGPT kasutatavad tunnused on ettevdtte Uldised omadused, naiteks ettevdtte suurus,
tegevusvaldkond, varasemate kontrollide arv, varasemate kontrollide tulemused, ettevétte vanus,
geograafiline asukoht ja nnetustest arv. Té6vahendi prognooside paikapidavust kontrollitakse iga
kuu ja senine kogemus (parast umbes 18-kuulist testimist) naitab, et algoritm suudab véaga tapselt
leida suure riskiga ettevtted. See tdhendab, et valepositiivseid ja valenegatiivseid tulemusi on
vaga vahe, st vaikseima riskiga rihmas on véhe kontrolle, mille tulemusena tuvastatakse tdsiseid
kbrvalekaldeid, samas suurima riskiga riihmas tuvastatakse valdava enamiku kontrollide
tulemusena t8siseid kdrvalekaldeid. Vaikse ja suure riskiga rithmad jadvad kahe darmuse vahele.

NLIA vélja todtatud tddvahendi kasutamise tulemused néaitavad, et inspekteerimisobjekte on
vOimalik leida suurandmete ja masinGppe abil. Sarnaseid masinfppe lahenemisviise on
paljutbotavate tulemustega katsetanud veel védhemalt kaks Euroopa tddinspektsiooni: Rootsi
tookeskkonna amet (Ridemar, 2018) ja Madalmaade inspektsioon SZW (Jacobusse ja Veenman,
2016). Norra tddvahendit ei saa siiski tingimata teistele tédinspektsioonidele lle kanda, sest selle
kasutamine sltub andmete sailitamise viisist, andmete kvaliteedist, andmetele juurdepaasust ja
andmebaasi struktuurist. Lisaks hdlmab tdovahendi abil ettevbtete valimine riski algoritmis
maaratlemise ja rakendamise viisi aktsepteerimist. Nagu eespool kirjeldatud, p&hineb téévahend
riski maaratlusel, mis tdhendab, et mida suurema riskiga on asjaomase ettevétte riskirihm, seda
suurem on tdenaosus, et selle ettevftte kontrollimisel tuvastatakse tdsiseid kdrvalekaldeid
téoohutus- ja -tervishoiueeskirjadest. See tahendab, et see tddvahend on seotud peamiselt nn
juhtimis- ja kontrolliriskide, mitte olemuslike riskidega. Kui juhtimis- ja kontrolliriskid tulenevad
ettevbtte suutlikkusest ja tahtest riske juhtida (nt vastavate eeskirjade jargimisega), tulenevad
olemuslikud riskid ettevétte tegevuse laadist (nt kdrgelt kukkumine, kokkupuude kemikaalidega ja
luu- ja lihaskonna koormus).

Praktikas on juhtimis- ja kontrolliriskid ning olemuslikud riskid seotud. See ei tdhenda siiski, et
kahte tuupi riskid on tingimata tugeva empiirilise korrelatsiooniga. Seega vdib pimesi tuginemine
toovahenditele, millega valitakse ettevéte Uht tllpi riskide pdhjal, pShjustada teist tllpi riskide
markamata jatmist. Norra diguskorra raames lahendatakse see probleem, keskendudes
olemuslikele riskidele prioriteetsete valdkondade, riskidega kokkupuutuvate tddtajate klastrite ja
suure riskiga valdkondade maaramisel, samas kui juhtimis- ja kontrolliriskid on kesksel kohal
konkreetsete konktrollitavate ettevotete valimisel.

Probleemid

Tosiasjast, et juhtimis- ja kontrolliriskid ning olemuslikud riskid ei ole omavahel tingimata
empiirilises korrelatsioonis, vdib tuleneda teine, tdenaoliselt veel suurem probleem suurandmete
ja masindppe algoritmide rakendamisel riskipdhisel valimisel. Eespool esitatud kolm
masinGppevahendite naidet on k&ik iUhemddtmelise valiku naited, st sellise valiku naited, mis
pdhineb riski Ghel konkreetsel maaratlusel ja rakendusel. Té6elu riskid ei ole siiski ainult Uht
konkreetset tulpi. Sellest tulenevalt tegelevad jarelevalveasutused mitut tldpi riskidega,
nt 6nnetused, kokkupuude kemikaalidega, kokkupuude bioloogiliste  ohuteguritega,
psuhhosotsiaalsed ohud, luu- ja lihaskonna riskitegurid ning sotsiaalne dumping. Seda tulpi
riskidel on omakorda veel palju rohkem alatitpe. Selliste riskimudelite valjatddtamine, mis
suudavad hélmata kogu mitmekesisust, on vaga keeruline, sest eri tlpi riskid ei ole tingimata
korrelatsioonis. Seega erineb selle mitmekesisusega arvestamine isna palju Uhe konkreetset tiipi
riski tdendosuse prognoosimisest (Dahl et al., 2018).

Teine, kuid seotud probleem muudab riskipdhise valimise tUlesande veelgi keerukamaks. See on
nn poliitiline 16ks (Black, 2010). Ehkki masindppe algoritmid on diinaamilised selles mbttes, et need
suudavad dppida dnnestumisest ja vigadest ning nendega kohaneda, ei arvesta need erinevate
poliitiliste seisukohtadega. Esiteks on poliitiline kontekst muutlik. Seega ei pruugi praegu
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prioriseerimist vajavad riskitiibid olla prioriteetsed homme. Teiseks on poliitiline kontekst
mitmetahuline. Seega on eri sidusrihmad, naiteks poliitikud, td6andjad, td6tajad, meedia ja tldsus
eri seisukohal, mis riske tasub prioriseerida. See illustreerib, et risk té6maailmas ei ole tingimata
objektiivne naitaja, vaid sotsiaalne konstruktsioon.

Kolmas probleem, millega tasub arvestada, on seotud asjaoluga, et kuigi tddinspektsioonidel on
vaga palju andmeid inspekteerimisobjektide kohta, on need andmed tavaliselt seotud ettevdtte
tasandiga ning ettevtte tasandi andmed ei ole tingimata kdige asjakohasemad andmed, mida
arvesse vétta (vt Gunningham ja Sinclair, 2007). Andmebaasis antakse konkreetsele ettevottele
tavaliselt kordumatu identifikaator, naiteks registrikood. Masindppe algoritmi suutlikkus maarata
etteantud prognoositud  riskivdartus  konkreetsele ettevdttele s@ltub  kordumatutest
identifikaatoritest. K®&iki v@imalikke kontrolliobjekte ei ole siiski v8imalik automaatselt
identifitseerida kordumatu identifikaatori abil. Naiteks ehitusvaldkonnas ei valita inspekteerimiseks
tingimata konkreetset ettevdtet vaid ajutine ehitusplats. Sellise ajutie olemusega on seotud
vahemalt kaks probleemi. Esiteks ei pruugi ehitusplatsid ja muud ajutised téokohad olla
tuvastatavad kordumatute identifikaatorite abil. Teiseks, isegi kui need oleksid tuvastatavad,
tahendab nende ajutisus, et masindppe algoritm ei pruugi saada v8imalust &ppida eelnevatest
dnnestumistest ja vigadest enne, kui ehitusplatsi tegevus lakkab ja platsil tegutsenud ettevdtted
on likkunud uuele ehitusplatsile.

LOoppmarkused

Eespool kirjeldatud probleemid tdendavad, et suure riskiga inspekteerimisobjektide valimisel
esineb suuri raskusi seoses suurandmete ja masindppe meetodite kasutamisega. Samas ei tihista
need probleemid kuidagi selliste meetodite kasulikkust riskipdhise lAhenemisviisi raames. Pigem
tdendavad probleemid, et riskipbhise valimise seisukohast ei ole tdendoliselt kasulik tugineda
taielikult masindppe algoritmidele. Seda naitab eespool esitatud Norra naide. Selle asemel, et
lubada algoritmil objekte otse leida ja valida, lubatakse inspektoritel teha riskipdhiseid otsuseid
vastavalt algoritmi tehtud prognoosidele. See hdlmab tehis- ja inimintellekti kombinatsiooni, milles
need tdiendavad Uksteist. Keerukate sotsiaalsete siindmuste uldiseks prognoosimiseks on ilmselt
vaja kasutada mdlemat tutpi intellekti koos.
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